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Exposé introductif

Le phénomène “Big Data” ne se caractérise pas seulement par la massivité des
jeux de données, mais aussi par la multiplicité des façons dont ces données
peuvent être acquises. De nombreuses applications modernes impliquent une
collecte active des données par l’utilisateur - comme par exemple dans le cas
des systèmes de recommandation qui n’observent la réaction du client que sur
les objets recommandés. Plusieurs problèmes passionnants se posent alors - en
particulier, celui de concevoir des techniques optimales de collecte de données.
L’importance de ces techniques pour le Big Data est encore soulignée par le
fait qu’elles peuvent être (et sont) appliquées pour traiter de façon optimale des
bases de données massives, en les utilisant pour effectuer un sous-échantillonage
optimal.

Discussion: Apprentissage séquentiel avec un grand nombre d’options,
et/ou en grande dimension

Au cours d’un problème d’apprentissage séquentiel, l’apprenant doit choisir
séquentiellement, à horizon n, entre plusieurs (notons K) options. Quand il/elle
choisit une option, il/elle reçoit de l’information bruitée sur cette option. La
plupart des techniques d’apprentissage séquentiel classique se concentrent sur
les cas ou l’horizon n est bien plus grand que le nombre d’options K - et ceci
implique qu’il est possible à l’apprenant d’essayer chaque option.

Dans le contexte du “Big Data” et de données massives, il n’est pas réaliste de
supposer que K ≤ n. Afin d’utiliser l’apprentissage séquentiel comme outil face
au “Big Data”, il est donc important d’avoir des méthodes efficaces aussi dans
ce cas là. Nous proposons les deux axes suivants pour orienter la discussion à
ce sujet.

1. Un premier axe de discussion concerne les applications modernes de l’appren-
tissage séquentiel en grande dimension. Cela peut concerner le cas de
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données vraiment collectées séquentiellement – par exemple pour les systèmes
de recommendation (Li et.al, 2010). Mais il peut également s’agir de
données si massives qu’il faut sous-échantilloner les individus ou les options
– comme par exemple pour la sélection adaptative de “features” (Gaudel
and Sebag , 2010) et la classification active de données massives, c’est à
dire en grande dimension (Dubout and Fleuret , 2014). Nous proposons
de discuter de quelques unes de ces applications, afin de voir quelles en
sont les difficultés et quelles hypothèses sont raisonnables.

2. Un second axe de discussion concerne les méthodes existantes pour l’appren-
tissage actif quand K � n. De nombreux exemples de ce problème ont été
étudiés récemment, sous des hypothèses variées. On peut distinguer par
exemple trois cas intéressants :

(a) Le cas où les options sont organisées suivant une certaine “topologie”,
en d’autres termes le cas où les options donnent de l’information les
unes sur les autres. C’est par exemple le cas de la modélisation par
processus Gaussiens (Jones et.al, 1998; Srinivas et.al, 2009; Picheny
et.al, 2014; Grünewälder et.al, 2011), ou encore le “Monte-carlo tree
search” (Munos, 2014), ou l’active learning (Hanneke , 2009), etc.
Dans ce cas, la topologie sur les options est ce qui va permettre de
sous-échantilloner, c’est à dire choisir parmi les nombreuses options,
de manière efficace.

(b) Le cas où l’on ne souhaite pas faire d’hypothèses “topologiques”
sur les options, auquel cas il faut quantifier la qualité d’un sous-
échantillonage aléatoire “dans le pire des cas” (Wang et.al, 2008).

(c) Le cas de l’apprentissage séquentiel avec information contextuelles : le
contexte va encore augmenter la dimension et de nombreux challenges
modernes se posent dans ce contexte (Li et.al, 2010; Krause and Ong
, 2011).
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